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介绍

• 结核病（TB）是一种普遍的传染病，TB患者的死亡率非常高。

• TB检测的金标准需要对痰样本和细菌培养物进行显微镜检查，以确定结核分
支杆菌，培养结核分枝杆菌需要一个BSL-3实验室，需要几个月时间，发展
中国家缺乏必要的基础设施来建立BSL-3实验室。

• 胸部x射线（CXR）可以迅速发现肺结核，然而人眼很难在CXR图像中识别TB
区域。

• 深度学习可以24小时自动定位TB的感染位置，但其依赖于大量数据，CXR图
像收集困难



文章贡献

• 建立了一个大型CTD数据集TBX11K，比从前的TB数据集更大、注释更好、
更真实，使深度神经网络训练能够同时进行CXR分类和TB感染区检测

• 提出了一个简单有效的CTD框架SymFormer，由SymAttention和SPE组成，利
用CXR图像的双边对称性改善CTD基准模型

• 在TBX11K数据集上建立了一个CTD基准，通过引入评估标准，评估从现有目
标探测器改造的几个baseline，并运行在线挑战，为将来的研究奠定一个良
好的开端



TBX11K数据集

深度神经网络依赖于大量的训练数
据，而现有的公共数据集规模并不
大，为了解决这个问题，我们建立
了一个全面且大规模的数据集

建立数据集的步骤：
1、数据的收集和注释
2、放射科医生的标注



TBX11K数据集：数据的收集与注释

• 建立分类：健康、患病非TB、
活动性TB、潜伏性TB

• 数据收集：与中国顶级医院
合作，收集到11200张CXR
图像，其中包括5000例健康
病例，5000例患病非TB病例，
1200例TB病例，其中924例
为活动性TB，212例为潜伏
性TB，54例同时包含活动性
和潜伏性TB，每张CXR图像
对应一个唯一的个体。



TBX11K数据集：数据的收集与注释

• 专业的数据注释：数据的注释由经验丰
富的放射科医生进行。数据集中的每张
TB CXR图像首先由具有5-10年TB诊断
经验的放射科医生进行标注，然后由另
一位有超过十年经验的放射科医生审查
方框注释。放射科医生将为每个框确定
TB类型，为保证一致性，标记的TB类
型将与黄金标准图像进行对照检查，若
不匹配，则此CXR图像将进行重新注释。
如果一个CXR图象被错误的标记了两次，
注释者会讨论如何重新对其进行注释。



TBX11K数据集：数据的收集与注释

• 数据集分割：将数据集分为三个子集：训练
集、验证集、测试集。

• 考虑四种不同的病例：仅具有活动性的TB 
CXR图像；仅具有潜伏性的TB CXR图像；
同时具有活动性和潜伏性的TB CXR图像；
不确定TB类型的CXR图像。对于每个TB病
例，我们将训练集、验证集、测试集中的TB 
CXR图像保持3：2：1的比例。不确定TB类
型的CXR图象被分配到测试集。



TBX11K数据集：放射科医生的研究

• 从新的TBX11K测试集中选取400张CXR图像，包括140张健康图像，140张
患病非TB图像，120张TB CXR图像，其中63张为活动性TB，41张为潜伏性
TB，15张为活动性和潜伏性TB，1张为不确定TB；接下来邀请一位没有去
参与过前面标注工作的具有10年以上工作经验的放射科医生对这些图像进行
标注。

• 研究发现与黄金标准产生的真实值相比，放射科医生的准确率达到了68.7%，
如果忽略活动性TB和潜伏性TB的区别，达到84.8%。



TBX11K数据集：潜在的研究主题

• 同时进行CXR图像分类和TB感染区域检测

• 数据分布不平衡：潜伏性TB患者没有生病迹象和传染性，因此不太可能治
疗，导致潜伏性TB病例非常少。这种数据不平衡对未来CTD方法提出了挑
战。

• 利用TBX11K数据集进行增量学习



SymFormer框架

• SymFormer包括特征提取、对
称异常搜索和结核病诊断头三
个部分，采用FPN生成特征金
字塔。



SymFormer框架：特征提取

• 以ResNets作为Backbone网络示例进行特征提取，当给定CXR图像作为输
入时， Backbone网络分四个阶段输出特征，分别按1/4，1/8，1/16和1/32
的比例缩小。在Backbone网络上应用FPN，生成一个特征金字塔，即不同
尺度的特征映射。对网络最后一层的feature map做上采样(图像由小分辨率
到大分辨率的映射)，上采样的结果再与对应尺寸的feature map进行融合，
把高层的特征传下来，补充低层的语义，得到高分辨率、强语义的特征。

• 将特征金字塔记为F={F1, F2, F3, F4}

• C为特征维度，H和W分别为输入CXR图像的高度和宽度



SymFormer框架：对称异常搜索

• SAS模块由SPE、SymAttention、前馈网络组成

• SAS：利用双边对称性来增强CXR图像的特征表示，增强的特征金字塔表示
为

• CXR图像中的肺部可能不是严格对称的，为了解决这个问题，SAS首先结合
SPE进行特征重新校准，然后由SymAttention使用重新校准的特征图来搜索
特征图中每个空间位置的对称邻近区域（给定位置的双边对称位置的邻近区
域）



• 位置编码有两种类型：绝对位置编码和相对位置编码，SPE基于绝对位置编
码。采用公式：

• 其中pos表示空间位置，j索引特征维度 c是模型的嵌入维度

• CXR不严格遵循双边对称性，可能有轻微的旋转和平移。SPE通过特征重新
校准来解决这个问题：首先将Pi分成两边Pi

𝑙𝑒𝑓𝑡和Pi
𝑟𝑖𝑔ℎ𝑡

,然后使用空间变换网

络（STN）和水平翻转将Pi
𝑟𝑖𝑔ℎ𝑡转移到左侧，最后将转换后的左侧位置编码

和Pi
𝑟𝑖𝑔ℎ𝑡沿x维度连接起来形成输出Pi

𝑠𝑦𝑚

SymFormer框架：对称异常搜索
对称位置编码（SPE）

Ɵ表示STN的权值，Ti为仿射变换矩
阵，T Ɵ为仿射变换，Flipx表示水平
翻转，Concatx表示沿x维度的拼接



• 使用SPE Pi
𝑠𝑦𝑚重新校准输入特征：

• STN的微设计：将输入特征Fi输入到一个小型的STN网络中，来预测仿射变
换矩阵Ti，然后将然后将其用于单侧位置编码Piright的仿射变换。这个小网
络包括两个交叠的max-pooling和Conv-ReLU层，然后在空间维度上进行平
坦化操作，再使用MLP预测放射矩阵。初始化MLP以保证初始化放射矩阵的
仿射变换等价于一个相同的映射



SymFormer框架：SymAttention

• Self-attention是通过计算每个参考位置的attention权重来进行全局关系建模
的，它融合了所有位置的特征。对于CXR图像是冗余的。

• 提出了SymAttention，它利用双边对称特性来帮助self-attention 识别CXR图
像中的相关位置。 SymAttention在左右肺的对称模式中搜索特征，允许每个
参考位置只关注参考位置两侧对称位置周围的位置。给定特征映射𝐹𝑖

𝑟𝑒𝑐𝑎𝑙𝑖𝑏



• 根据经验设置M=8，K=4，



SymFormer框架：TB诊断头

• 将两种类型的结核病诊断头连接到特征金字塔 ෠F ，该金字塔由SAS模块增强，
分别用于进行结核病感染区检测和CXR图像分类。特征金字塔෠F中的每个特
征图被送入检测头，每个检测到的边界框预计覆盖一个结核病感染区域。然
而存在假阳性的风险，为了解决这个问题，我们将增强特征金字塔的顶层映
射෠F4送到反馈头中，以确定CXR是否含有结核病

• 检测头基于RetinaNet， RetinaNet是一个著名的单阶段目标检测器，由两
个分支组成，用于边界框分类和位置回归。系统中每个边界框被设计为覆盖
一个结核病感染区域。

• 在临床结核病筛查期间，大多数CXR病例都没有结核病感染，这使得引入假
阳性的概率增大。因此增加了一个CXR图像分类头，同时进行CXR图像分
类和结核病感染区域检测，若CXR图像被分为非结核病，则丢弃。



SymFormer框架：两阶段训练图

• SymFormer框架由两个磁头组成，分别用于CXR图像分类和结核病感染区
域检测。由于肺结核病病例的数量大大超过结核病病例的数量，直接进行感
染区域检测会导致纯背景检测过多。

• CXR图像仅描绘胸部结构和器官，如果先训练Backbone网络和分类头，用
于特征提取的backbone网络会变得过拟合。

• 提出一种方法，训练Backbone网络和感染区域检测头最初只使用TBCXR图
像，然后利用所有CXR图像来训练分类头。



实验设置：SymFormer的实施细节
• 使用PyTorch和开源mmdetection框架实现了SymFormer。

• 第一阶段的训练使用TBX11K中的TB CXR图像

• 第二阶段的训练使用TBX11K中的CXR图像，MC和深圳数据集的随机一半以及
DA和DB数据集的训练集。使用MC和深圳的另一半以及TBX11K、DA、DB的
测试集来评估CXR图像的分类性能。

• 将FPN特征通道数设为256.记为C，与RetinaNet一致。其他设置参照RetinaNet



实验设置：Baseline Models

• 结合图像分类头可以减少临床TB筛查中的假阳性，然而现有目标检测器往
往忽略没有边界框对象的图像。在实践中，由于有大量非TB CXR图像，直
接使用检测器检测CTD会导致大量假阳性，为了解决这个问题，引入一个分
类头，可以同时进行CXR图像分类和TB感染区检测，其中CXR图像分类结
果用于过滤掉检测的假阳性。

• 为实现这一目标，本文重新制定了几种著名的目标检测器，包括SSD、
RetinaNet、Faster R-CNN、FCOS和Deformable DETR，用于同时进行
CXR图像分类和TB感染区检测。具体操作：在这些检测器的Backbone的最
后一层之后，将SymFormer中使用的相同的图像分类头添加到这些检测器
中。



实验设置：评价指标

• CXR图像分类

Accuracy：在所有三个类别中正确分类的图像的百分比
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁

曲线下面积（AUG）：AUG计算ROC曲线下的面积，ROC曲线绘制了TB类别的真
假阳性率。

Sensitivity：被准确识别为TB的TB病例的百分比。

Specificity：被正确识别为非TB的非TB病例的百分比。

平均精度（AP）：AP计算每个类别的精度，并取平均值。提供了一个整体的精度测
量。

𝑇𝑃

𝑇𝑃+𝐹𝑃

平均召回率（AR）：AR计算每个类别的召回率并取平均值。提供了召回率的整体度
量。（eg：TP被预测为TP占总TP的比例）

𝑇𝑃

𝑇𝑃+𝐹𝑁

混淆矩阵：报告真阳性（TP）、真阴性（TN）、假阳性（FP）、假阴性（FN）的
数量，以及其相对于测试CXR图像总数的比率。

ROC曲线以𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃+𝑇𝑁
为横坐

标，𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
为纵坐标



实验设置：评价指标

• TB感染区检测

• 利用COCO benchmark提出的𝐴𝑃𝑏𝑏进行评估，默认𝐴𝑃𝑏𝑏是通过IoU阈值取
平均值计算的，范围从0.5-0.95，步长为0.05.

• 引入两种评估模式：利用TBX11K测试集中的所有CXR图像，仅考虑
TBX11K中的TB CXR图像



实验结果：CXR图像分类 • 将SymFormer应用到RetinaNet和
Deformable DETR中分别可以显著提高
RetinaNet和Deformable DETR的性能

• 采用的默认模型是RetinaNet的
SymFormer，性能略低于Deformable 
DETR，但在对象检测方面优于后者

• 所有方法的研究性能都超过了达到
84.8%的放射科医生

• 在表3中，我们观察到SymFormer和基
准模型在敏感度方面的差异要比特异性
方面的差异小得多。通过表4，我们发现
基准模型更倾向于做出积极预测
（TP+FP）而不是负面预测（TN+FN），
倾向于将测试CXR图像分为阳性。

• 在表4中，对比原始和经过SymFormer
增强的Deformable DETR，发现
SymFormer具有与Deformable DETR相
似的FLOPs、Params和FPS，因为
SymFormer只向Deformable DETR引入
了可忽略不计的计算

FLOPs：浮点运算次数
Params：参数量：模型训练中需要训练的参数总数，用来衡量
模型的大小



• 基准模型达到100的敏感度和0的
特异性，进一步证实了假设：基
准模型倾向于将测试CXR图像分
类为阳性

• 在没有微调的情况下使用上述训
练模型评估公共数据集上的CXR
图像分类，表5为DA+DB测试数
据的结果，表6为MC+深证测试
数据的结果。表中SSD、
RetinaNet、Faster R-CNN和
FCOS的灵敏度约为100，特异性
约为0，这表明基准模型很难学习
CTD的鲁棒特征表示，经常将测
试CXR数据错误地分类为TB病例。



实验结果：TB感染区域检测
• 为确保准确评估，丢弃了CXR图像
中所有被CXR图像分类头分类为非
结核的预测框

• 检测结果如图，具有Deformable 
DETR的SymFormer和具有
RetinaNet的SymFormer相较于各
自的基本方法都有了显著的改进，
而具有RetinaNet的SymFormer比
具有Deformable DETR的
SymFormer的性能要好得多，这表
明SymFormer更适合与RetinaNet
框架集成。因此，选择RetinaNet
与SymFormer作为CTD的默认模型。

• 所有方法都难以准确预测潜伏性TB
区域，许多不知名类别TB的评价优
于活动性TB，这表明许多潜伏性
TB被正确定位，但被归类为活动性
TB，这可能是因为TB CXR图像过
少

观察到𝐴𝑃50
𝑏𝑏的性能通常优于𝐴𝑃𝑏𝑏，表明虽然检测模型能够识别

目标区域，但其定位精度不是很准确， 𝐴𝑃50
𝑏𝑏比𝐴𝑃𝑏𝑏更重要，因

为IoU为0.5的预测框与目标TB区域足以帮助放射科医生识别TB感
染区域。



• 图中我们给出了检测误差分析的精确召回率（PR），重点是未知类别的TB检测，很
明显当IoU阈值从0.75到0.5转变时，所有方法都有改进。这表明由于有限的对象定
位能力，所有方法在较高的IoU阈值下都将受到挑战。

• 将使用所有CXR图像获得的结果与仅使用TB CXR获得的结果进行对比，发现当使
用所有CXR图像时，FN（假阴）的面积更大。这表明基于图像分类的过滤过程忽略
了许多正确检测到的TB区域，SymFormer的FN区域明显小于其他，突出了它的优
越能力。



实验结果：消融研究
• 使用TBX11K数据集的训练集来训练模型，并
在验证集上对它进行评估。基准模型是
RetinaNet，与表8中第一个模型对应，不含任
何attention和位置编码

• Vanilla Attention指的是在Deformable DETR
中使用的Deformable attention。

• SPE默认将位置编码的右侧传输到左侧，在这
里也评估了左侧传输到右侧时的性能。

• 表8表示相对位置编码的性能不如绝对位置编
码，所以使用绝对位置编码来构建SPE。

• STN的加入进一步提高了SPE的性能



• 为了证明SymFormer的鲁棒性，我们进行了四折交叉验证，将TBX11K训练数据划分为四
层，确保每层保持相似的类分布。每次实验中，我们在其中三个折叠上训练SymFormer，
并评估其在剩余折叠上的性能。可以观察到这些数据非常一致，证实了SymFormer的鲁棒
性



实验结果：可视化

• 图6展示了学习到的特征的可视化以及相应的检测结果，观察到健康病例的可视化表现出不规
则的特征模式，表明没有明显的异常。相比之下患病但非TB的可视化显示出一些明显的两点，
可能代表病变存在。对于TB病例，可视化地图中的亮点与标注的TB感染区域很好地对齐，表
明所提出的SymFormer在学习TB检测的深度特征方面是有效的。



• 对提出的SymFormer
和基准模型进行了定
性比较，SymFormer
始终提供卓越的定性
检测结果。



结论

• 缺乏标注数据阻碍了深度学习在计算机辅助结核病诊断方向的进展，所以本
文引入了TBX11K，一个带有边界框注释的大型TB数据集，这个数据集不仅
方便了训练CTD的深度神经网络，也是专门为TB检测设计的第一个数据集。

• 提出了一个简单有效的框架SymFormer，用于同时进行CXR图像分类和TB
感染区域检测。利用CXR图像固有的双边对称性，SymFormer结合
SymAttention来提取独特的特征表示。由于CXR图像可能不会表现出严格的
对称性，本文引入了对称位置编码SPE，通过特征重新校准来增强
SymAttention的性能。

• 为了提供CTD研究的基准，引入了评估指标，评估了基于现有目标检测器的
Bsaeline Modles，并发起了在线挑战。
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