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Procrustes分析问题和Wahba问题

• Procrustes分析问题是一种数学问题，旨在通过对两个或多个数
据集进行旋转、缩放和平移操作，将它们尽可能地对齐或匹配。

• Wahba问题是一种经典的数学问题，旨在寻找最佳旋转矩阵，将
两个点集在三维空间中对齐。它的目标是找到一个旋转矩阵，最
小化两个点集之间的差异。我们也可称这个问题为“同时旋转和
对应搜索”。



问题一：同时旋转与对应搜索
𝐶∗:内点对集合，由m个点与n个点之间的索引
对(i , j)组成的子集，每个索引对表示了一个初
始的对关系。要求𝐶∗中的每个索引都对应不同
的q𝑖和p𝑖。

𝐾∗:内点的层数，即我们只考虑了𝐾∗个最相关
的对应关系，为了限制搜索空间，减少计算的
复杂度。

𝜖 ij:噪音，服从正态分布，其中均值为零表示噪
声的期望值为零，即在平均情况下不引入任何
偏差。协方差矩阵𝜎2𝐼3表示噪声在不同维度上
的方差相等且无关，其中𝜎2表示方差。

𝑅∗:旋转矩阵，用于将点集P中的点与点集Q中
的点相对应。



问题一的目标：

• 同时估计位置的旋转矩阵𝑅∗和内点对集合𝐶∗，以找到最佳的点集对
应关系并消除离群值，从而获得点集Q和点集P之间的准确对应关系。



为解决问题一早期做的尝试：

• 经典的ICP算法：是一种在点云配准（点云对齐）问题中常用的迭代优化算法

算法的具体步骤如下：

1.初始化：选择一个初始的变换矩阵，将待配准的目标点云与参考点云进行初始对齐。

2.最近点匹配：对于目标点云中的每个点，找到参考点云中距离最近的点，建立对应关系。

3.配准变换估计：使用最近点匹配结果，估计目标点云到参考点云之间的刚体变换（如平移和
旋转）。

4.更新变换：将估计的变换应用到目标点云上，得到一个新的配准后的目标点云。

5.终止条件判断：检查变换的改变是否满足终止条件，如果满足则结束算法，否则返回步骤2。

6.迭代优化：如果终止条件不满足，继续迭代执行步骤2到步骤5，直到达到最优的配准结果。



为解决问题一早期做的尝试：

• GO-ICP方法：改进的ICP算法

算法的具体步骤如下：

1.构建KD树（一种二叉树数据结构）：使用参考点云构建KD树，以加速最近点匹配的过程。

2.最近点匹配：对于目标点云中的每个点，通过搜索KD树找到最近的参考点，并建立点对应关
系。这种最近点匹配方法比传统的线性搜索更高效。

3.配准变换估计：使用最近点匹配结果，通过最小二乘或最大似然估计方法计算目标点云到参
考点云之间的刚体变换（如平移和旋转）。

4.更新变换：将估计的变换应用到目标点云上，得到一个新的配准后的目标点云。

5.终止条件判断：检查变换的改变是否满足终止条件，如果满足则结束算法，否则返回步骤2。

6.迭代优化：如果终止条件不满足，继续迭代执行步骤2到步骤5，直到达到最优的配准结果。



准确性与可伸缩性的两难困境

准确性：指算法在估计旋转和对应关系时的精确程度。
可伸缩性：指算法在处理大规模数据时的效率和速度。

经典的ICP算法以交替的方式估计旋转和对应，实时运行，但需要高质量且通常不可用
的初始化，以避免局部最小值和通常较差的最小值;同样的准确性限制也适用于它的后
继者

而在GO-ICP中，通过枚举不同的初始化方式来提供给ICP算法的初始值，以在指数时间
内达到全局最小值;同样的运行时间限制也适用于它的后继者



为提高准确性与可伸缩性做出的改善
1、通过手工制作或学习的特征描述符计算候选通信集ഥ𝑪:
选择该方法的原因：候选通信集C包含了可能的点对应关系通过计算特征描述符
（(特征描述符是用于描述点云中的特征信息的向量或描述子（描述子是一种表示和
描述数据特征的向量或特征向量）)，可以筛选出具有相似特征的点对，从而减少了
匹配的搜索空间，提高了配准的效率和准确性。

2、估计由ഥ𝑪索引的点集的旋转矩阵：
选择该方法的目的是: 根据候选通信集ഥ𝑪中点对应关系的索引，可以估计点集之间的
旋转变换。通过计算点集之间的旋转，可以将目标点云相对于参考点云进行合适的
旋转，以实现两个点云的配准

3、缺点
但通常会由于特征描述符质量不佳而导致ഥ𝑪中的内点数量少于2个，那么就无法通过
这些内点来准确估计旋转变换。这就解释了为什么研究人员最近专注于为极端异常
值率(例如100个异常值中≥90个)设计稳健的旋转搜索算法



在极端异常值率下的稳健旋转搜索算法
GORE算法：这是一种有保证的异常值去除算法，时间复杂度为O(𝑙2log𝑙)，它大量利用了
SO(3)的几何特性。SO(3)代表三维特殊正交群（Special Orthogonal Group in three 
dimensions），也被称为旋转群，它是所有三维旋转矩阵的集合。它的几何特性如下：

1.旋转性质：SO(3)中的每个元素都表示一个三维空间中的旋转操作。可以通过SO(3)的元素应
用于三维向量来实现旋转操作。
2.刚体变换：SO(3)可以用于描述刚体在三维空间中的旋转。通过SO(3)的乘法运算，可以将一
个刚体的旋转表示为另一个刚体的旋转。
3.无歧义性：SO(3)的元素表示唯一的旋转，不受坐标系的选择或表示方式的影响。任意两个
SO(3)的元素表示不同的旋转，且它们之间不存在连续的变换。
4.紧致性：SO(3)是紧致的，意味着它是有限且闭合的。SO(3)中的旋转操作不会导致向量的无
限增长或趋近于无穷远。
5.拓扑结构：SO(3)具有拓扑结构，可以被视为三维球面或三维实射影空间。



在极端异常值率下的稳健旋转搜索算法
GORE算法步骤：

1. 特征匹配：首先，通过特征提取和特征描述子计算，将两个视觉帧之间的特征点进行匹
配。

2. 初始估计：使用匹配的特征点对计算一个初始的旋转估计。
3. 离群值检测：基于初始估计，计算每个特征点对的旋转残差。通过计算残差的标准差或

中位数，识别出可能是异常值的特征点对。
4. 旋转搜索：对于可能是异常值的特征点对，采用旋转搜索的方法进行迭代优化，以找到

更准确的旋转估计。在搜索过程中，利用几何约束和优化算法，尽可能地减小异常值对
旋转估计的干扰。

5. 异常值移除：根据搜索得到的最终旋转估计，对于被确认为异常值的特征点对，将其移
除，得到一个去除异常值的旋转结果。

6. 不断迭代



在极端异常值率下的稳健旋转搜索算法

半定松弛类星体算法：半定松弛类星体是指一类基于半定松弛的优化方法应用于星体姿
态估计问题，它涉及对单位四元数的复杂操作

半定松弛（Semidefinite Relaxation）是一种将原始非凸优化问题转化为半定规划问题的方
法。在半定松弛中，通过引入半定矩阵变量和相应的线性约束，将原始问题的约束条件进行
松弛，从而得到一个更容易求解的凸优化问题。

"松弛"（Relaxation）指的是将一个复杂的问题转化为一个更简单但相关的问题的过程。通
常，这个简化的问题更容易求解，但给出的解可能只是原始问题的近似解。

四元数是一种扩展的复数，由一个实部和三个虚部组成，通常表示为q = a + bi + cj + 
dk，其中a、b、c、d为实数，i、j、k为虚部。



在极端异常值率下的稳健旋转搜索算法
半定松弛类星体算法：半定松弛类星体是指一类基于半定松弛的优化方法应用于星体姿态估计问
题，它涉及对单位四元数的复杂操作

1. 确定问题的形式：将原始的非凸优化问题转化为半定松弛问题。可以通过定义合适的目标函数和
约束条件来形式化问题。

2. 半定松弛：将原始问题中的约束条件进行松弛，将其转化为半定松弛问题。这可以通过引入半定
矩阵变量和相应的线性约束来实现。

3. 构建半定松弛问题：将原始问题的目标函数和约束条件表达为半定矩阵变量的线性组合。这通常
涉及计算矩阵的迹、乘积和线性组合等操作。

4. 求解半定松弛问题：使用半定松弛优化算法对构建的半定松弛问题进行求解。这可以通过内点法、
迭代法或凸优化求解器等方法来实现。

5. 解析原问题：将得到的半定松弛问题的解析解转化为原始问题的近似解。这可能涉及将半定矩阵
变量映射回原始问题的变量空间，并根据需要进行进一步的处理。

6. 验证与调整：对求解得到的近似解进行验证和调整。这可以包括检查约束条件的满足程度、检查
解的稳定性和鲁棒性等。

7. 迭代优化：根据需要，可以通过进一步的迭代和调整来改进近似解的质量。这可能涉及修改目标
函数、调整松弛程度或增加额外的约束等。



在极端异常值率下的稳健旋转搜索算法

TEASER++算法：是一种用于点云配准的算法，它可以鲁棒地估计两个点云之间的刚体变换。该
算法对离群值的鲁棒性主要来自于通过并行分支定界找到图的一个最大团，由于寻找最大团
通常是NP-困难的(非确定性多项式时间（nondeterministic polynomial time）的缩写)，
他们的算法在最坏的情况下需要指数级的时间。

分支定界（Branch and Bound）：是一种用于解决组合优化问题的算法。它是一种穷举搜索
方法，通过不断分割问题空间并剪枝来寻找最优解，这种方法的优势在于，通过找到最大团，
TEASER++可以在处理离群值时剔除不一致的点对，从而提高配准算法的鲁棒性。只有那些在
最大团中的点对才会被用于计算刚体变换，而离群值点对则被排除在外

最大团表示一组最大的互相连接的节点，没有其他节点可以加入而保持团的性质。在
TEASER++中，最大团中的点对表示具有高度一致性的内点

以上的方法都是准确性大于伸缩性的，下面介绍两种伸缩性大于准确性的算法



在极端异常值率下的稳健旋转搜索算法
FGR结合了渐变非凸性(GNC)和交替最小化：

FGR(Fast Global Registration)算法的主要思想是将点云配准问题转化为一个优化问题，通过
最小化点云之间的对应误差来求解最佳的刚体变换。关键步骤：
1.初始粗配准：通过一种快速的预配准方法，获取初始的粗略配准结果。
2.特征提取：从配准后的点云中提取特征描述符，通常使用局部特征如FPFH（Fast Point 
Feature Histograms）或SHOT（Signature of Histograms of Orientations）。
3.特征匹配：通过对特征描述符进行匹配，建立点云之间的对应关系。匹配过程可以使用一些快
速的近似匹配方法，如最近邻搜索或哈希表。
4.刚体变换估计：利用特征匹配的结果，通过最小化点云之间的对应误差，估计得到最佳的刚体
变换矩阵（旋转和平移）。
5.细化优化：对刚体变换进行细化优化，以进一步提高配准的准确性。这可以通过非线性优化方
法，如Levenberg-Marquardt算法来实现。

渐变非凸性:是一种优化技术，用于处理非凸优化问题，通过使用梯度信息来寻找全局最优解
交替最小化:是一种迭代优化方法，通过交替更新变量来逐步求解最优解



在极端异常值率下的稳健旋转搜索算法

FGR结合了渐变非凸性(GNC)和交替最小化：

1.初始化变换参数，如平移矩阵或旋转矩阵。

2.在每次迭代中，首先固定一个变换参数，如平移或旋转，并优化其他参数。这可以通过最小化
一个损失函数来实现（损失函数它用于衡量模型的预测输出与实际观测值之间的差异或误差程度）

3.接下来，固定刚刚优化过的参数，并优化其他参数。这个过程继续进行，直到达到收敛条件。

4.在每次迭代中，利用梯度信息来引入非凸性，以更好地捕捉图像间的非线性变换。

5.为了加快收敛速度和降低计算复杂度，可以使用快速梯度法或其他高效的优化算法来求解子问
题



在极端异常值率下的稳健旋转搜索算法

GNC-TLS：结合截断最小二乘、迭代重加权最小二乘和渐变非凸性(GNC) 

1.输入两幅待配准的图像，以及初始的变换参数。
2.通过计算图像的梯度，即每个像素点处的梯度向量（表示了该像素点在图像中的灰度变化情况）。
3.初始化迭代次数为0。
4.在每次迭代中，执行以下步骤：
a. 将一幅图像根据当前的变换参数进行变换（如平移、旋转等），得到变换后的图像。
b. 计算变换后的图像与另一幅图像之间的渐变误差，即两幅图像在梯度方向上的差异。这可以通
过计算图像梯度的差异来实现。
c. 利用全最小二乘法，将渐变误差和总体误差结合起来，建立一个优化问题。全最小二乘法考虑
了数据中的噪声，并尽量减小整体误差。
d. 使用优化算法（如Levenberg-Marquardt算法）求解上述优化问题，得到调整后的变换参数。
e. 检查调整后的变换参数与上一次迭代的变换参数之间的差异。如果差异小于设定的阈值或达到
最大迭代次数，则停止迭代；否则，返回步骤4继续迭代。
5.输出最终的配准结果，即两幅图像对齐的变换参



在极端异常值率下的稳健旋转搜索算法

GNC-TLS：结合截断最小二乘、迭代重加权最小二乘和渐变非凸性(GNC) ：

截断最小二乘：是一种回归方法，通过将误差函数中的大误差值进行截断来提高鲁棒性。

迭代重加权最小二乘：是一种迭代优化方法，通过重新分配权重来处理异常值。

总结：

这两种方法都具有鲁棒性，并能够适应异常值的存在。（鲁棒性是指算法对异常值或噪声的鲁棒性，
即在存在异常值的情况下，仍能够产生准确的结果）且它们能够处理高达80%的异常值，并仍能保持
良好的配准效果。



在极端异常值率下的稳健旋转搜索算法

GNC-TLS：结合截断最小二乘、迭代重加权最小二乘和渐变非凸性(GNC) ：

截断最小二乘：是一种回归方法，通过将误差函数中的大误差值进行截断来提高鲁棒性。

迭代重加权最小二乘：是一种迭代优化方法，通过重新分配权重来处理异常值。

总结：

这两种方法都具有鲁棒性，并能够适应异常值的存在。（鲁棒性是指算法对异常值或噪声的鲁棒性，
即在存在异常值的情况下，仍能够产生准确的结果）且它们能够处理高达80%的异常值，并仍能保持
良好的配准效果。



思考：是否存在同时具有准确性和可扩展性的算法呢？



ARCS算法

定理1 (ARCS)：假设至少有两个内层， 𝑘∗≥2 ，并且问题1的点集Q和P是无噪声
的“一般位置”。然后有一个算法在O(mlogm)时间和O(m)空间内解决问题1。

𝑘∗≥2:是为了确保问题具有足够的约束和信息来进行准确的求解，内层是指数据
集中的一组相对较接近的点，它们在数据集中形成了一种结构或模式

O(mlogm):线性对数时间复杂度
O(m):线性时间复杂度

这时间复杂度都代表了运行时间增长速率不快，相对而言这算法比较高效。



ARCS算法
备注1(一般位置假设）：在定理1中，通过“一般位置”，我们的意思是：
（1）对于任何离群值(𝑞𝑖,𝑝𝑗)，我们有||𝑞𝑖 ||2 ≠ ||𝑝𝑗||2 。

（2）存在一些内点对(𝑞𝑖1,𝑝𝑗1)和(𝑞𝑖2,𝑝𝑗2)使得𝑞𝑖1和𝑞𝑖2不平行。

如果点集Q和P随机从𝑅3中抽样，则这两个条件成立的概率为1。

假设（1）的主要原因是为了确保离群点能够在问题求解过程中被正确地区分和处理。如果P和Q中的离群点
具有相似的欧氏距离，可能会导致算法在求解匹配或对应关系时将它们错误地匹配在一起。通过要求离群
点的欧氏距离与其他离群点不相等，可以确保离群点之间的差异性，从而减少它们对其他点的干扰。

假设（2）的主要原因是如果所有内点对的向量都平行，它们所提供的几何信息将非常有限。通过要求存在
一些内点对的向量不平行，可以提供更多的几何信息，这有助于算法更好地确定正确的对应关系

如果点集 Q 和 P 是从三维空间中随机采样得到的，那么满足一般位置假设的概率为1。这意味着在大多数
情况下，我们可以假设点集 Q 和 P 满足一般位置的条件



ARCS算法步骤

输入：点集Q和点集P
输出：内点集合 ҧ𝐶
计算Q和P的差分:
d𝑖𝑗 = ||𝑞𝑖||2 − ||𝑝𝑗||2



ARCS算法解问题1
同时估计位置的旋转矩阵𝑅∗和内点对集合𝐶∗，以找到最佳的点集对应关系并消除离群值，从而获得点
集Q和点集P之间的准确对应关系

𝑅∗可以用奇异值分解(SVD)从两个内线对中确定出来（奇异值分解是一种矩阵分解方法，用于将矩阵分
解为三个矩阵的乘积。通过应用SVD，可以从这两个内点对中确定出𝑅∗ )。

1、构建矩阵A和B：A = [[𝑞1𝑥,𝑞2𝑥],[𝑞1𝑦, 𝑞2𝑦],[𝑞1𝑧,𝑞2𝑧]]

2、计算A和B的中心化矩阵：A' = A - mean(A) B' = B - mean(B)
(矩阵的每一列减去每一列的均值，减完后的矩阵每一列均值为0，中心化后的矩阵记为 A' 和 B'）
3、计算协方差矩阵：计算矩阵 A' 和 B' 的协方差矩阵 C。
C = (1/n)*A'* B'^T（n是A'和 B'的列数）
4、进行奇异值分解：对协方差矩阵 C 进行奇异值分解，得到左奇异向量矩阵 U、奇异值矩阵 S 
和右奇异向量矩阵 V。 C = U * S * V^T
5、计算旋转矩阵 R*：通过计算旋转矩阵 R*，将点云 Q 旋转和平移到与点云 P 对齐的位置。
R* = V * U^T



ARCS算法的有效性：

表1：生成无噪声高斯点集(G)并通过ARCS求解问
题1的时间(msec)(100次试验，k∗= 2)。

蛮力算法：是一种简单而直接的问题求解
方法，通过穷举所有可能的解决方案来解
决问题。

在§1和§2中所提到的所有方法，如果
直接适用，原则上都失效了。一个原因
是它们不是为处理无噪音情况而设计的。



ARCS+:增强ARCS抗噪声能力

这里我们考虑带有噪声𝜖 ij的问题1。我们将通过假设𝜖 ij~N(0, 𝛿
2𝐼3)来说明我们

的算法思想。ARCS+有三个步骤，我们将在接下来的三个小节中分别介绍它们。



步骤1：ARCS+N:在噪声下找到对应关系

一个简单的概率事实是：

|| 𝑞i − 𝑅∗𝑝𝑗||2≤5.54σ，因此对于

任意阶数(𝑞i,𝑝𝑗)，|| d𝑖𝑗||≤5.54σ，

且概率至少为1− 10−6 (参考[80])。



ARCS+N:在噪声下找到对应关系

为了建立噪声下的对应关系，我们需要修改ARCS算法中的while循环，使其
在O(l+mlogm)时间内返回所有大小为l的对应关系的集合C。

我们需要限制每个(i,j)∈C满足|d𝑖𝑗|≤C，此时C设为5.54σ，

为了存储输出对应，我们需要额外的O(l)时间，因为在存在噪声的情况下，
l通常大于m。

我们将此修改版本称为ARCS+N，在这个算法中的内点集合𝐶∗中包含了一组

对应关系，这些对应关系具有至少(1−10−6)𝑘
∗
的概率成为真实对应关系的

候选)。如果𝑘∗ ≤ 103 ，则该概率大于99.9%，如果𝑘∗ ≤ 104，则该概率大
于99%。



ARCS+N:在噪声下找到对应关系

备注2(特征匹配vs全对全对应vs ARCS+N):

特征匹配:我们会提取参考点云A和目标点云B的特征描述子。然后，通过计算描述子之间
的相似度，我们可以进行特征匹配，将参考点云A中的特征点与目标点云B中的特征点进行
匹配。假设我们通过特征匹配算法得到了100个匹配对应关系。这些匹配对应关系是基于
特征描述子相似度计算得到的，但并不能保证所有的匹配都是准确的。特征匹配方法通常
受到噪声、遮挡或重复纹理等因素的影响，可能会产生一些误匹配或遗漏匹配的情况。



ARCS+N:在噪声下找到对应关系
备注2(特征匹配vs全对全对应vsARCS+N):

特征匹配:我们会提取参考点云A和目标点云B的特征描述子。然后，通过计算描述子之间
的相似度，我们可以进行特征匹配，将参考点云A中的特征点与目标点云B中的特征点进行
匹配。这些匹配对应关系是基于特征描述子相似度计算得到的，但并不能保证所有的匹配
都是准确的。特征匹配方法通常受到噪声、遮挡或重复纹理等因素的影响，可能会产生一
些误匹配或遗漏匹配的情况，即无法保留全部内点。

全对全对应：可以保留所有的内点，但是简单的计算需要O(mn)时间，并且会导致具有
极端离群率的大规模问题。

ARCS+N：通过在O(l+mlogm)时间内提供一个大小为l的候选对应集 ҧ𝐶来达到平衡，该候
选对应集 ҧ𝐶包含了所有内点，并且有很高的概率l≪ 𝑚𝑛(可由图二证明）



ARCS+N:在噪声下找到对应关系

表2：在增加噪声的高斯点集上，ARCS+N产生的候选内点集的个数
（l）。一次试验。这以是现阶段做的最好的情况，随后我们要去除
异常值。



步骤2:ARCS+O 去除异常值

目标是找到最佳的旋转矩阵R*和对应的索引集合I*

•yi 是观测到的三维点；
•xi 是真实的三维点；
•R* 是旋转矩阵；
•oi 是偏移向量，表示两个坐标系之间

的平移关系；
•ϵi 是噪声

具体来说，内点集合 I* 是一个大小为
k* 的索引集合，其中 k* 是内点的数量。
如果某个索引 i 属于 I*，则对应的 oi 
为零，表示这个点是内点。如果某个索
引 i 不属于 I*，则对应的 oi 可以是
任意非零值，表示这个点是异常点。



区间刺穿：寻找在ω处重叠的极大子集

目标是需要确定点ω∈R和 𝐽𝑖 𝐼=1
𝐿 的子集I，

使得I是区间在ω处重叠的极大子集。

• 𝐽𝑖 𝐼=1
𝐿 :是R中的子集，形式为[a,b]的区间

•I：是 𝐽𝑖 𝐼=1
𝐿 中最大的重叠子集

•|I|：表示子集I元素的数量。
•ω：表示一个实数，是我们要优化的变量。
•Ji：表示与元素 i 相关联的一组可能的取

值，这些取值限制了ω的可选范围



区间刺穿

Interval Stabbing（区间刺穿）是一个在计算几何和算法中常见的问题。它涉
及到处理一组区间和一组点，任务是确定每个点被多少个区间所"刺穿"。

具体来说，给定一组闭合的区间和一组离散的点，我们想知道每个点被多少个区
间所包含。这个问题可以表示为：对于每个点，计算它被多少个区间所“刺穿”，
即在每个点处重叠了多少集合。



离群点去除算法
我们现在考虑以下共识最大化:共识最大化是指通过协调个体之间的选择或决策，以达到在一个群体
或网络中最大化整体共识的目标。

•I：表示一个子集。
•R：表示一个旋转矩阵，它是我们要优化的变量
•R∈SO(3):是指三维特殊正交群（Special Orthogonal Group in three dimensions）即所有

旋转矩阵（3x3的矩阵）的集合。
•c：表示一个阈值，它限制了向量𝑦𝑖 − 𝑅𝑥𝑖的欧氏距离。

这个公式的含义是，在满足约束条件的前提下，找到一个子集 I 和一个旋转矩阵 R，使得子
集 I 的基数最大化



降维：从SO(3)到𝑆2

文献[73]表明，对于非常相关的鲁棒拟合问题 [对于给定的数据集，

寻找一个拟合模型（例如回归模型），能够在存在异常值或噪声的情

况下，尽可能准确地描述数据的整体趋势]，这种共识最大化通常是

NP-hard。因此，将我们的计算目标从精确求解(4)转换为近似求解。

从SO(3)到s2。为了实现这一目标，我们首先将注意力转移到s2，其

中𝑅∗的旋转轴𝑏∗存在。



降维：从SO(3)到𝑆2



降维：从SO(3)到𝑆2

• I：表示一个子集。
• b：是旋转轴，它是我们要优化的变量。
• S²：表示二维球面上的单位向量集合。
• 𝑏2≥：是为了消除对称性。这是因为在球面 S2 上，对于一个给定的向量 b，-b 也是一

个合法的向量。
• 命题1建议设 ҧ𝑐=4.9σ（这个阈值的选择可以保证在高概率下，内点对与𝑏∗的投影之间的误

差较小。

这个公式的含义是，在满足约束条件的前提下，找到一个子集I和一个旋转轴𝑏∗，使得子集I
的基数最大化。



降维：从𝑆2到[0,π]

•b 的第一个分量 sin(θ) cos(ϕ) 对应于 b 向量在 x 轴上的投影。
•b 的第二个分量 sin(θ) sin(ϕ) 对应于 b 向量在 y 轴上的投影。

•b 的第三个分量 cos(θ) 对应于 b 向量在 z 轴上的投影。

其中 θ 表示与 z 轴的夹角，ϕ 表示在 xy 平面上的投影与 x 轴的夹角



降维：从𝑆2到[0,π]

显然，只要固定了参数𝜙，就变成了一个自由度，所以要解决(5)，只需最小化函数f:[0，
π]→R，该函数将任意的ϕ0 ∈[0,π]映射到(6)的目标值，其中𝜙=ϕ0。

f的定义域是[0,π],值域是R，函数f将每个ϕ0 映射到一个实数，表示在（6）中当𝜙=ϕ0
时，满足约束条件的解所对应的目标函数的取值。

通过最小化f可确定使得问题（6）达到最优的ϕ值是因为在更小的搜索空间内进行优化，

从而提高求解效率。由（6）的解逼近（5）的解再逼近（4）的解）



利用区间刺穿解决问题
第一步：从[0,π]中采样

取s个等间隔点，∅𝑗= (2j−1)π/(2s)



利用区间刺穿解决问题

第二步： 在𝑆2中区间刺穿（为获得候选对应点集合和旋转轴）

对于每个j∈[s]，用𝜙=ϕ𝑗求解(6)，得到s个候选共识集𝐼𝑗和s个角度𝜃𝑗。从
每个ϕ𝑗和𝜃𝑗我们得到一个候选旋转轴𝑏𝑗。



利用区间刺穿解决问题
第三步： 在SO(3)中区间刺穿（为确定旋转角度）

因为现在我们有旋转轴的估计，bj，还剩下一个自由度，旋转角ω。对此我们考虑

这个等式是旋转矩阵的罗德里格斯公式（Rodrigues' formula），用于计算绕任意
轴进行旋转的旋转矩阵。



利用区间刺穿解决问题

•R 是一个 3x3 的旋转矩阵。
•b 是一个单位向量，表示旋转轴的方向。
•bb𝑇是一个 3x3 的矩阵，表示外积。在这里是一个投影矩阵，表示旋转轴上的平
行投影。
•[b]x是一个反对称矩阵，表示向量 b 的叉乘。在这里表示围绕旋转轴的旋转。
•ω 是旋转的角度。
•𝐼3 是一个 3x3 的单位矩阵。
•sin(ω) 和 cos(ω) 分别表示角度 ω 的正弦值和余弦值。
•(𝐼3 - bb𝑇)cos(ω) 是一个对称矩阵，表示沿着与旋转轴垂直的方向的旋转



利用区间刺穿解决问题

对每个j∈[s]用b = bj求解(7)，得到s个候选内点集𝐼1…… 𝐼𝑆,我们选择基数最大的一
个作为(4)的近似解。



利用区间刺穿解决问题

图1：对于s（s=90）变化的稳健旋转搜索方法(500次试验，σ = 
0.01)，步骤2和步骤3的旋转误差(以度为单位)。



步骤3：ARCS+R 旋转估计

ARCS+R是对ARCS+O的输出对应 I进行鲁棒旋转搜索的细化过程,由于ARCS+O已经
去除了异常值。如表2和表3所示：

表2：在合成噪声高斯点集上，ARCS+N产生的
候选对应的个数。一次试验。

表3：ARCS+O的输出，输入来自表2。



步骤3：ARCS+R 旋转估计
所以我们假设它具有很少的异常值(假设≤50%)。那么，公式如下

这个公式是一个优化问题的目标函数，用于描述一个旋转估计的问题。
该问题的目标是找到一个旋转矩阵R∈SO(3)（特殊正交群）来最小化
给定的点集的残差。

解决问题（8）



步骤3：ARCS+R 旋转估计

w∈𝑆3是旋转矩阵R的四元数表示，𝐷i∈R时一个4×4是一个正半定矩阵，其项依
赖于𝑥i，yi ,于是问题（8）等价于问题（9）。注：（9）的目标函数时凸函数。



命题4的证明过程



步骤3：ARCS+R 旋转估计
给出一些概念：

单位四元数（unit quaternion）：时四元数是一种数学结构，可以用来表示
三维空间中的旋转。单位四元数是指其模长（长度）等于1的四元数。单位四
元数常用于旋转表示，具有较好的数学性质和几何意义。单位四元数是R4的单
位向量，单位四元数的空间是s3。

𝑅4：𝑅4表示四维实数空间，由四个实数组成的元组构成,单位四元数可以被看
作是R^4中的一个向量。

𝑆3 ： 𝑆3表示三维单位球面的空间。单位四元数的空间是指由所有单位四元数

组成的集合，这个集合形状上等价于三维单位球面。这是因为单位四元数的模
长为1，所以可以将其视为三维球面上的点。



求解(9)的ARCS+R算法
ARCS+R属于一般的黎曼次梯度下降框架。
黎曼次梯度算法如下：
1.初始化：选择初始点𝑥0在黎曼流形上。(黎曼流形是一种广义的数学结构，它在局部上类
似于欧几里德空间，但在全局上具有弯曲性质)
2.迭代更新：对于每个迭代步骤 t = 0, 1, 2, ...，执行以下步骤：
a. 计算在当前点𝑥𝑡处的梯度的次梯度。次梯度是一个表示在非光滑点处的梯度的概念，它
通常是一个集合，代表在该点的梯度可能的方向。
b. 在次梯度集合中选择一个方向 g ∈ ∂f(𝑥𝑡)，其中 ∂f(𝑥𝑡) 表示函数 f 在 𝑥𝑡处的次梯

度集合。
c. 根据学习率参数选择步长(learning rate):η𝑡。
d. 更新当前点 𝑥𝑡+1 = Exp[𝑥𝑡](- η𝑡 g)，其中Exp 𝑥𝑡 表示在𝑥𝑡处的流形上的指数映射操作。
3.终止条件：根据预先设定的停止准则判断是否终止迭代。常见的终止条件包括达到最大迭
代次数、函数值变化不大或梯度范数小于某个阈值等。
4.输出结果：返回最终的优化结果 x*，即最优解的估计。



求解(9)的ARCS+R算法

先初始化为某个单位四元数w(0)∈𝑆3，并按以下算法迭代：

1.𝑃roj𝑆3:这是一个将向量投影到𝑆3(单位四元数集合)上的操作。在算法中，需
要将更新后的𝑤𝑘+1向量投影回𝑆3 ，以确保它仍然是一个单位四元数。
2. γ(𝑡):这是步长（学习率），用于控制每次迭代中更新的幅度。γ(t)可以

是一个固定的常数或者根据迭代次数t进行自适应调整。
3.˜∇s h(𝑤(𝑡))：这是目标函数h在当前点w(t)处的黎曼子梯度。黎曼子梯度是

一种推广的概念，用于在黎曼流形上定义的优化问题中进行梯度计算。



求解(9)的ARCS+R算法

理论:现在我们可以从理论的角度比较(8)和(9)。如文献[14]所证明的，对
于任何固定的离群比(异常点的比例)且𝑘∗>0，黎曼次梯度下降在有限时间内
收敛于𝑅∗ ,只要

(1)R足够大（样本值够大）
(2)所有的点y𝑖和𝑥𝑖都均匀分布在𝑆2上
(3)没有噪声。

但在[14]中没有给出收敛速率。建立收敛率的一个主要挑战是，在SO(3)上
的投影不具有某种非扩张性（在SO(3)上的投影不具有某种非扩张性意味着
在进行投影操作时，不会改变向量的长度或模。换句话说，投影操作保持向
量的范数不变）



求解(9)的ARCS+R算法

另一方面，（9)在s3上的投影满足不具有某种非扩张性这个性质。因此，我们能
够为ARCS+R提供收敛速度保证。

例如，从[53]的定理2可以直接得出，即使任意初始化，ARCS+R算法(10)在
O(ε⁻⁴)次迭代中收敛到ε-平稳点。

O(ε⁻⁴)次迭代：意味着在问题规模或精度趋近于无穷大时，该算法或方法的迭
代次数与ε⁻⁴成正比。换句话说，迭代次数随着精度的提高而快速减少。

收敛到ε-平稳点：表示在一定精度范围内，目标函数的变化量小于或等于 ε，
即目标函数在该点的变化足够小。



求解(9)的ARCS+R算法

然后给出ARCS+R线性收敛于表示𝑅∗的真值单位四元数（真值单位四元数是指模长为
1且实部为正的四元数）±w∗的条件:

设单位四元数w与±w∗之间的距离为:

若dist(w，±𝑤∗)< 𝜌且𝜌 > 0，则称w为ρ-接近±𝑤∗。



锐度

±𝑤∗是(9)的α-锐极小值。



锐度
我们给出±𝑤∗为α∗尖锐的一个条件（附录B.1中得到证明）:

其中𝑆∗是垂直于±𝑤∗的𝑅4的超平面（一个超平面是一个维数比空间
本身低一的子空间，在这里也就是一个三维的子空间）



收敛到基真单位四元素
利用[53]的定理4和命题5，我们得到在ARCS+R算法(10)中，如果初始化适当且具有适当
的步长，只要±w∗是α∗-尖锐的，线性收敛于基真单位四元数±w∗。一个正式的声明是:

1、对于一个函数f（x），如果存在一个常数L，
使得对于该函数上的任意两个点x和y，都有以
下不等式成立：
|f（x） - f（y）|≤ L * |x - y|
那么这个常数L就被称为函数f的李普希茨常数。
这个常数L表示了函数变化的最大速率，也可以
理解为函数的斜率的上界。

2、步长几何递减是一种常见的优化算法中的步
长调整策略。在这种策略中，算法的步长或学
习率按照几何级数递减，通常形式为γ(t) =
γ(0) * β^t



5. 实验

在本节中，有两个实验。我们通过问题1（同步旋转和对应搜索）与问题2
（鲁棒旋转搜索）的真实实验来评估ARCS+O方法和ARCS+R方法，还有他们的
组合方法ARCS+0R。

对于这两个问题，我们比较了以下最先进的方法(参见§2):FGR [85]， GORE
[16]， RANSAC, GNC-TLS[76]和TEASER++[80]



5. 实验
RANSAC（Random Sample Consensus）：通常被称为“随机抽样一致性算法”是一种
经典的迭代方法。算法步骤如下：

1、选择一个样本数量为n的随机子集，这些样本被称为内点集合。
2、使用选定的内点集合来拟合一个模型，根据问题的具体情况选择适当的模型类型。
3、对于剩余的数据点，计算它们与拟合模型之间的误差，并将其与预定义的阈值进
行比较。
4、根据阈值判断数据点是内点还是离群点。一般而言，如果数据点的误差小于阈值，
则将其划分为内点；否则，将其划分为离群点。
5、统计内点的数量。
6、重复步骤1到步骤5一定次数（迭代次数）。
7、在迭代过程中选择具有最大内点数量的模型作为最终的估计模型。
8、使用所有被划分为内点的数据点重新拟合最终的模型。



5. 实验

5.1. 合成点云的实验

实验设置：作者指定了实验中使用的参数，比如标准差（σ=0.01）、一个常数值
（c=5.54 σ ）、样本数量（n=0。8m）以及时间（s=90）。
实验使用MATLAB实现，没有使用并行化或特殊的速度优化。



5. 实验

5.1. 合成点云的实验

鲁棒性旋转搜索：作者从N(0,𝐼3)(三维随机向量）中随机采样点对{(𝑦𝑖, 𝑥𝑖)} 𝑖=1
𝑙

其中由𝑘∗个内点和噪声ϵ𝑖~N(0, 𝜎
2 𝐼3).从𝑆2随机采样的旋转轴和位于[0,2π]的

角度可生成旋转矩阵𝑅∗的基真值（它表示关于数据或问题的真实、准确的标签、
值或答案）。外点对可以在约束条件：-c ≤|| 𝑦𝑖 ||-|| 𝑥𝑖 ||≤ c下检测和删除。

然后作者将ARCS+O、ARCS+R以及它们的组合ARCS+OR与其他现有方法进行了比较。



5. 实验

表4：各种算法在合成数据上的平均误差度|标准差|运行时间秒(20次试验)

他们讨论了准确性和可扩展性之间的权衡。例如，RANSAC在k*/ℓ = 103/105时具有较好的准确性，误
差仅为0.39，但随着内点比例的减少，运行时间显著增加。而像GNC-TLS和FGR这样的方法注重可扩
展性，但在存在大量离群点时效果不佳。ARCS+O在准确性和可扩展性之间取得了平衡，只要内点比
例超过3 × 103/107 = 0.03%，误差就能小于1度。组合方法ARCS+OR进一步提高了准确性。在可扩展
性方面，ARCS+OR始终比FGR快，并且对于k*/ℓ = 103/106 = 0.1%，至少比GORE快1800倍。然而，与
GORE和RANSAC在更大点集上的速度比较并未提供。作者提到ARCS+OR在k*/ℓ = 103/107 = 0.01%时失
败。



5. 实验

5.1. 合成点云的实验

同时旋转和对应搜索：作者进行了旋转估计和对应搜索的实验，从N(0,𝐼3)采取
了随机点集Q和P他们生成了的内点对和噪声。 每个离群点也是随机独立地从
N(0,𝐼3)中绘制的。



5. 实验
作者展示了ARCS+在k* ≥ 2000时能够准确估
计旋转（在90秒内），在k* = 1000时效果不
佳。作者提到没有将ARCS+与TEASER++、GORE
或RANSAC等方法进行比较，因为根据之前的表
格（表2和表4），这些方法的运行时间或准确
性都不理想。他们还指出，像FPFH这样的特征
匹配方法在随机合成数据上表现不佳。

图2：ARCS+在合成高斯点云上的旋转误差。
20次试验，m = 104, n =0.8m，σ = 0.01。



5. 实验

5.2. 3d匹配实验

3DMatch数据集包含1000多个用于测试的点云，代表8个不同的场景，而每个场景的
点云数量从77到506不等。每个点云中有超过105个点，我们使用3DSmoothNet的预

训练模型7[30]从这些关键点提取描述符，并使用Matlab函数pcmatchfeatures进行
匹配，其参数MatchThreshold设置为最大值1（他们设置了参数MatchThreshold的
值为最大值1，这意味着只有那些非常相似的描述符才会被匹配成功）。



5. 实验

表5：方法在3DMatch数据集的场景对上运行的成功率，提供了地真旋转和
平移(旋转误差小于10度意味着成功

我们发现TEASER++和ARCS+OR性能不相上下。我们在这里没有比较其他方法，
因为TEASER++目前在3DMatch上的性能最好



6.总结

• ARCS+算法进行了讨论并指出了一些限制。

• 对于小型数据集，可以考虑其他方法，如MAGSAC++、VSAC、
TEASER++和GORE。对于更大的数据集，作者推荐使用GNC-TLS和
RANSAC算法。

• ARCS+算法在去除异常值方面表现良好，但没有优化保证。他们
认为在优化保证、准确性和可扩展性三者之间存在权衡，而同时
满足这三个属性需要高效地解决大规模的问题



Thank You!


